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Scores de riesgo y redes neuronales en pacientes con insuficiencia 
cardíaca

Risk Scores and Neural Networks in Heart Failure Patients
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Una nueva era de reverberación en inteligencia 
artificial ha comenzado. La inteligencia artificial co-
rresponde al concepto general de la implementación 
de modelos o algoritmos para la realización de tareas 
para las cuales se considera necesario un nivel de in-
teligencia comparable al del ser humano. (1) Hoy en 
día, la piedra angular metodológica es el análisis de 
datos mediante métodos iterativos capaces de extraer 
patrones generalizables que optimizan el desempeño 
en tareas de clasificación y predicción (aprendizaje de 
máquinas o machine learning). Esto ha permeado en 
diversas áreas de las ciencias y la industria a un paso 
notablemente acelerado con ejemplos constitucionales 
tales como el reconocimiento facial, los automóviles 
que se conducen solos, los motores de búsqueda en 
línea e incluso los medios de entretenimiento visual 
y auditivo. (2) 

Con respecto a la familia de algoritmos de machine 
learning, se puede hacer una división conceptual entre 
métodos estadísticos tales como regresión logística 
iterativa, k-nearest neighbor (para agrupamiento), 
support vector machine, random forest  (útil para ar-
boles de decisión) y combinaciones mediante ensemble 
boosting, y aquellos que utilizan redes neuronales 
artificiales (artificial neural networks [ANN]) que 
con respecto a su incremento en profundidad (número 
de capas intermedias) se ha denominado aprendizaje 
profundo (Deep Learning). Esta división es artificial 
pero sensible a dos diferencias fundamentales entre 
tipos de algoritmo, interpretabilidad y desempeño con 
respecto a tamaño de muestra. Por un lado, los métodos 
estadísticos de machine learning son más interpreta-
bles para el analista. Por el otro, el Deep Learning ha 
demostrado excelente desempeño cuando se cuenta con 
grandes cantidades de datos para su entrenamiento.

Otro aspecto fundamental se encuentra en el obje-
tivo asignado a los modelos, los cuales por definición 
deben entrenarse, validarse y probarse en muestras 
separadas. El tipo de aprendizaje puede variar entre 
supervisado, no supervisado y por reforzamiento. 
El aprendizaje supervisado significa que la variable 
dependiente (enfermedad, evento adverso, medición 
exacta) ya esta establecida en los datos analizados, y 
por tanto, se utiliza como la verdad conceptual a partir 
de la cual se puede calcular qué tan adecuado o no es 
el desempeño del algoritmo y monitorear su mejoría 

a través de ciclos de entrenamiento. Por otro lado, el 
aprendizaje no supervisado implica que no se asume 
una verdad específica y por tanto genera respuestas y 
grupos que pueden o no ser conocidos para el analis-
ta. Esto ha tenido éxito en la exploración de nuevos 
subgrupos en pacientes con condiciones heterogéneas 
para las cuales una subclasificación aun no existe (por 
ejemplo, pacientes que reciben terapia de resincroni-
zación cardíaca). (3)

En ciencias médicas, la medicina cardiovascular se 
ha comenzado a beneficiar de estos métodos analíticos 
en la automatización del procesamiento de datos deri-
vados de imágenes diagnosticas procesadas obtenidas 
mediante angiotomografía computada (coronary com-
puted tomography angiography [CCTA]) (4,5) tomogra-
fía por emisión de fotón único (single-photon emission 
computed tomography [SPECT]) (6,7), tomografía por 
emisión de positrones (positrón emisión tomography 
[PET]) (8) y resonancia magnética cardíaca (cardiac 
magnetic resonance [CMR]) (9). Así mismo, el análisis 
de electrocardiogramas para triage de condiciones agu-
das mediante el uso de Deep Learning ha demostrado 
excelente desempeño junto con adecuada identificación 
de patrones espaciales plausibles, pero también in-
distinguibles para el analista u operador. Esto último 
remarca el potencial de estos métodos analíticos en la 
explotación de patrones complejos que son omitidos en 
la realidad clínica diaria pero que pueden ser cruciales 
para mejorar la forma en que tomamos decisiones 
preventivas y terapéuticas. 

El camino en la implementación de la inteligencia 
artificial basada en machine learning en cualquier 
nicho que requiera optimización en la identificación y 
diferenciación de estados patológicos y predicción de 
eventos adversos se puede orientar con respecto a lo que 
la experiencia acumulada nos ha demostrado en los últi-
mos 5 años. Inicialmente, pueden utilizarse aprendizaje 
supervisado mediante métodos estadísticos de machine 
learning y, dependiendo de la cantidad de datos, Deep 
Learning, para el análisis de datos estructurados en 
bases de datos existentes. Simultáneamente, puede 
aplicarse aprendizaje no supervisado en búsqueda de 
agrupaciones novedosas con potenciales consecuencias 
para su manejo y seguimiento. Si los datos lo permi-
ten, puede proseguirse con la implementación de Deep 
Learning en datos estructurados o en reconocimiento 
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directo de imágenes. Una vez contemplados estos aná-
lisis en términos de diagnóstico, análisis pronósticos 
son de gran interés, aunque cabe aclarar que la litera-
tura en este aspecto es aun limitada y ofrece grandes 
posibilidades en un futuro cercano.

Y es en este nicho en el que Gambarte y co-
legas (10) reportan en esta edición de la Revista 
Argentina de Cardiología el uso de redes neuro-
nales artificiales para el análisis de 24 variables 
comprendidas en diversos modelos generados en 
muestras internacionales que estiman el riesgo de 
mortalidad por cualquier causa en pacientes que 
se presentan con insuficiencia cardiaca aguda y 
son hospitalizados en una unidad coronaria. Cier-
tamente encomiable, este estudio exploratorio en 
Sudamérica analizó el desempeño de dos tipos de 
redes neuronales superficiales en la identificación 
de pacientes que fallecieron al cabo de tres puntos 
de corte prospectivo (1, 6 y 12 meses) con respecto 
al de scores lineares validados y recomendados con 
anterioridad. La integración de dichas variables 
demostró un mejor desempeño con respecto a los 
modelos comparativos con una ganancia signifi-
cativa en discriminación, pero aun con valores 
predictivos discretos. Adicionalmente, presentan 
un proxy de interpretabilidad mediante los valores 
de importancia estandarizada. Este es un excelente 
aspecto del estudio que es posible dada la relativa 
simplicidad de la red utilizada.

Como todo estudio pionero, el reporte de Gambar-
te genera una serie de preguntas muy interesantes y 
sugiere el camino para la optimización de los análisis 
presentados. En primer lugar, es importante investigar, 
en el futuro cercano, cómo se compara el desempeño de 
esta red con respecto al de modelos lineales y estadísti-
cos de machine learning que incorporen las mismas 24 
variables y en los cuales se realice selección de variables 
(feature selection) con respecto a otros métodos de 
estimación de importancia estandarizada. Esto con el 
objetivo de explorar qué proporción del desempeño se 
debe a overfitting, lo cual puede atenderse para mejorar 
el desempeño y la generalización del modelo. Será de 
suma importancia parcelar futuros datos contemplan-
do un set de entrenamiento, uno de validación y uno 
más de prueba donde las medidas de desempeño serán 
las mas confiables. En segundo lugar, es importante 
explorar cómo incorporar la influencia del tiempo de 
supervivencia en el modelaje a través de machine lear-
ning. Hasta ahora los estudios reportados en esta área 
han utilizado los términos del seguimiento como puntos 
fijos, sin forma de utilizar el seguimiento pronóstico o 
time-event. Considerando que el estándar estadístico 
en estudios pronósticos es el análisis de supervivencia 
mediante regresión de Cox dada la relevancia de tiempo 
de supervivencia, es importante visualizar su incorpo-
ración en análisis orientados a partir de machine lear-

ning. Finalmente, otro desafío para los futuros estudios 
sería evaluar el desempeño de diversas arquitecturas 
de redes neuronales con respecto a las reportadas en el 
estudio de Gambarte y colegas. La librerías open-source 
tales como PyTorch (https://pytorch.org) ofrecen una 
gran variedad de herramientas para esta exploración 
mediante su programación en lenguajes como Python. 
Con estos recursos es posible extender esta interesante 
línea de investigación más allá de los límites estableci-
dos en programas como SPSS. 

CONCLUSIÓN

El estudio de Gambarte contribuye en la creciente 
área de implementación de la inteligencia artificial 
basada en aprendizaje de máquinas en la optimización 
de la correcta identificación del pronóstico cardiovas-
cular y promueve interesantes desafíos para el futuro 
cercano. 

El progreso científico tiene como piedra angular 
la búsqueda de la verdad, y la aspiración de generar e 
implementar nuevas capacidades analíticas se ha gal-
vanizado en esta emergente era de progreso en inteli-
gencia artificial. El estudio en cuestión encapsula estos 
propósitos y nos orienta en el progreso de la medicina 
cardiovascular mediante el aprovechamiento de datos 
y sus complejas interrelaciones. Previas limitaciones 
en términos de capacidad computacional y almacena-
miento de datos no lo son más, y el único límite en el 
horizonte es el de nuestra imaginación.
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